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摘要  日冕物质抛射（Coronal Mass Ejection, CME）是引发灾害性空间天气事件的重要因素，对其传播

过程的动态可视化有助于理解相关物理机制并支持预警决策。增强现实（ Augmented Reality, AR）技术能

够直观展示 CME 传播特性，但其应用依赖于高精度的 CME 图像匹配。针对现有图像匹配方法特征表达能

力不足、易受噪声干扰等问题，本文提出一种基于双域注意力增强融合网络（ Dual-Domain Attention

Enhanced Fusion Network, DDFN）的图像匹配算法。该算法在卷积神经网络和视觉 Transformer 基础上引

入空间域和通道域注意力机制强化特征表达，并利用对比学习框架提升模型对噪声和亮度变化的鲁棒性。

结果表明，DDFN 在原始及噪声数据集上的 Top-1 匹配准确率分别达到 81.76%和 68.44%，优于对比模型。

该算法已部署于 AR 系统，实现了 CME 图像的高效匹配与动态可视化。
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Abstract  Coronal mass ejections (CMEs) are one of the major drivers of severe space weather
events.  Dynamic visualization of  their  propagation process is  important  for  understanding the
underlying  physical  mechanisms  and  for  supporting  space  weather  monitoring  and  warning
decisions.  Augmented  reality  (AR)  technology  provides  an  intuitive  way  to  present  CME
propagation  characteristics  by  integrating  virtual  and  real  scenes.  However,  the  effective
application of AR in this context relies on high-precision CME image matching, which remains
challenging  because  existing  image-matching  methods  often  suffer  from  insufficient  feature
representation and are highly sensitive to noise. To address these problems, this paper proposes a
CME image matching algorithm based on a Dual-Domain Attention Enhanced Fusion Network
(DDFN).  The  proposed  method  introduces  spatial-domain  and  channel-domain  attention
mechanisms on the basis of convolutional neural networks and vision transformer architectures,
thereby  enhancing  feature  representation  from  complementary  perspectives.  Specifically,  the
convolutional  structure  is  used  to  capture  local  image  patterns,  while  the  Vision  Transformer
contributes to global contextual modeling. The dual-domain attention design further strengthens
discriminative feature extraction by emphasizing informative spatial regions and important feature
channels. In addition, a contrastive learning framework is employed to improve the robustness of
the model against noise interference and brightness variations, which are common in CME image
data and may degrade matching performance. Experimental results demonstrate that the proposed
DDFN achieves Top-1 matching accuracies of  81.76% and 68.44% on the original  and noisy
datasets,  respectively,  outperforming  the  comparison  models.  These  results  indicate  that  the
proposed algorithm can effectively improve CME image matching accuracy while maintaining
robustness under degraded imaging conditions. Furthermore, the algorithm has been deployed in
an AR system, enabling efficient CME image matching and dynamic visualization of the CME
propagation process. The proposed method provides a technical basis for integrating intelligent
image matching with AR-based space weather visualization, and it offers potential support for the
analysis, interpretation, and visual presentation of CME propagation behavior.
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0 引言

空间天气是指由太阳活动及其与地球空间环境相互作用所产生的一系列现象。其中，

日冕物质抛射（Coronal Mass Ejection, CME）作为重要的太阳活动，能引发灾害性空间天

气事件，严重影响航天器、电力系统及通信网络等关键基础设施[1-3]。近年来，CME 成为空
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间天气研究和航天应用中的重点对象 [4]，其传播过程的动态可视化有助于深入理解传播机

制并提升灾害预警能力。

传统 CME 可视化多采用二维动态图像或三维静态模型，难以有效展现其时空演化过

程。增强现实（Augmented Reality, AR）技术通过将虚拟信息叠加于真实环境，提供沉浸

式交互体验，已在医疗、教育等领域广泛应用[5-12]，但在空间天气领域中尚处于起步阶段。

跟踪注册技术是实现 AR 技术的关键技术，其中基于自然特征的跟踪注册技术依赖于高效

准确的图像特征提取和匹配算法。由于 CME 图像结构稀疏、边界模糊且噪声复杂，同时

不同事件视觉相似，给特征提取和匹配带来了挑战。

图像匹配通常包含两个关键环节：特征提取和特征匹配 [13]。特征提取负责将图像转换

为判别性强的特征表示，而特征匹配则通过度量特征相似性建立图像间的对应关系。在特

征匹配方面，研究者提出了多种创新方法提升匹配精度。例如，图神经网络[14]通过捕捉节

点间的复杂关系，提升匹配一致性；生成式对抗网络 [15]被引入匹配任务，通过对抗训练增

强跨域特征对齐能力。然而，这类方法网络结构复杂、计算量大[16]，在资源受限的 CME 实

时匹配任务中应用受限。一般而言，匹配的准确率主要受限于特征提取阶段的表达能力，

对于 CME 图像匹配任务，获取高质量的特征表示往往比采用复杂匹配算法更为关键和高

效。因此，本文聚焦于特征提取阶段的优化。常用的图像特征提取方法如

SIFT[17]、ORB[18]、SURF[19]和 BRISK[20]等，能够在一定程度上应对图像的旋转、缩放等几

何变换[21]，但在复杂结构和模糊背景干扰显著的 CME 图像匹配任务中，其性能仍受较大限

制，难以满足高精度匹配的需求。近年来，深度学习展现出优越性能[22]。卷积神经网络

（Convolutional Neural Network, CNN）如 AlexNet[23]、ResNet[24]和 VGG[25]等被广泛应用于

太阳黑子分类[26-27]、耀斑预报[28-29]及 CME检测[30-31]，但 CNN 对长距离依赖建模能力有限，

难以捕捉 CME整体形态和传播路径的全局信息。视觉 Transformer（Vision Transformer,

ViT）利用自注意力机制增强全局信息建模，部分弥补了 CNN 的局限[32-33]，但对局部细节

敏感度较低，且依赖大规模训练数据，难以适应数据稀缺的 CME 领域。为此，混合 CNN

与 Transformer 模型被提出，结合局部与全局特征优势，在太阳观测任务中取得一定成效 [34-

35]，但在特征表达平衡与噪声抑制方面仍存在挑战。注意力机制被证实可有效提升特征表

达能力，并已在太阳磁图超分辨率和黑子检测中应用 [36-37]。然而，融合模型和注意力机制

在 CME 图像特征提取中的系统研究仍较缺乏，亟需深入探索。

针对上述问题，本文提出基于双域注意力增强融合网络（ Dual-Domain Attention
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Enhanced Fusion Network, DDFN）的 CME 图像匹配优化算法。该方法融合 CNN 的局部特

征提取与 ViT 的全局建模能力，引入空间域与通道域注意力机制以增强特征表达的判别性，

并结合对比学习框架 Simple Contrastive Learning of Representations（SimCLR）提升特征对

齐与泛化能力，实现高鲁棒性和精度的 CME 图像匹配，助力空间天气研究与 AR 系统应用。

1数据与预处理方法

1.1  数据源

CME 图像数据主要来源于 SOHO卫星大角度和光谱测量日冕仪（Large Angle and

Spectrometric Coronagraph, LASCO）[38]C2子仪器拍摄的白光日冕图像。该仪器具备高动态

范围成像能力，能有效捕捉日冕层大尺度结构变化。

考虑到现有公开 CME 与现实场景匹配数据集匮乏，本文构建了包含 847幅 CME观测

图像和 847幅现实场景图像的新数据集，示例如图 1 所示。CME 图像涵盖 CDAW记录的

2000至 2022 年间的多个典型事件，涉及速度约 500至 2000 km/s 以上，多种形态如全晕、

偏晕和窄带，涵盖日面、边缘和背面的不同起源位置，以及爆发、扩张和传播等不同演化

阶段。现实场景图像分辨率统一为 3072×4096，采集过程特别考虑了光学畸变、镜头变形

等问题，通过多样化拍摄条件模拟 AR 系统实际环境需求。

(a) CME观测图像数据集示例

(a) Example of the CME observation image dataset

(b) CME 现实场景图像数据集示例

(b) Example of the CME real-world scene image dataset

图 1  CME 图像数据集示例

Fig. 1  Examples of CME image datasets

1.2  基于显著性特征的 CME 图像自适应增强方法

CME 在观测图像中存在显著差异，部分事件边界清晰、对比度高，另一些则微弱模糊，

需自适应处理策略。传统统一增强方法无法兼顾不同显著性区域，容易导致过度或不足增

强。为此，本文提出基于显著性特征的自适应增强方法（Adaptive Enhancement Method
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Based on Significant Features, AEM）。该方法首先通过计算局部对比度和边缘强度特征，

评估图像中不同区域的显著性程度。随后根据显著性评估结果，自适应选择增强策略和参

数。对于高显著性区域，采用温和增强以保持原有特征；对于低显著性区域，则采用较强

增强以突出潜在特征。此策略有效克服了传统方法的局限，为后续 CME 图像匹配提供更

优质的图像基础。

显著性评估通过局部对比度与边缘强度的加权计算实现。对于图像像素点 ( x , y )，其局

部对比度特征为：

C ( x , y )=
|I ( x , y )−μL|
σL+ϵ

                              (1)

其中，I ( x , y )为像素点灰度值，μL和σ L分别为局部窗口的均值和标准差，ϵ用于防止分

母为零。边缘强度E ( x , y )基于 Sobel 算子梯度幅值获得：

E ( x , y )=√( ∂ I∂x )
2

+( ∂ I∂ y )
2

                          (2)

其中，
∂ I
∂x  和

∂ I
∂ y分别为图像x、 y方向的梯度，以捕获 CME 结构边界，有助于区分图像

结构与噪声。基于以上特征，显著性图 S 在点( x , y )处的特征为：

S ( x , y )=w1C ( x , y )+w2E ( x , y )                       (3)

其中，w1，w2为权重系数，用于衡量对比度和边缘信息对特征的贡献程度。显著性图的统

计特性定义如下：

μS=
1
mn∑x=1

m

∑
y=1

n

S (x , y)                        (4)

σ S=√ 1
mn∑x=1

m

∑
y=1

n

(S (x , y )−μS)
2                       (5)

其中，μS和σ S分别为显著图的全局均值和标准差，m 和 n分别代表图像的高度和宽度。显

著性阈值通过自适应方式确定：

T h igh=μS+α σS                           (6)

T low=μS−α σ S                           (7)

其中，α 为调节参数。阈值T h igh和T low将图像划分为高、中、低三个显著性区域，并采用
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差异化增强策略来获得不同区域的增强像素值I AEM ( x , y )：

I AEM ( x , y )={ I ( x , y )+β1 ( I (x , y )−μL) , S(x , y)≥T h ig h
I ( x , y )+β2 ( I ( x , y )−μL )+γ1∇2 I ( x , y ) , T low≤S (x , y )<T hig h

I (x , y )+ β3 ( I (x , y )−μL)+γ2∇2 I (x , y )+δ1H (I ( x , y ) ) , S (x , y )<T low
(8)

其中，β1、β2、β3表示对比度增强系数， γ1、 γ 2为拉普拉斯算子增强系数，用以提升

CME 结构的可见性与边缘清晰度；δ 1为自适应直方图均衡化权重，以抑制增强不足或过度。

∇2
表示拉普拉斯算子，用于细节增强。H ( ∙ )为自适应直方图均衡化操作。

为消除不同区域间视觉上的不连贯性，对区域边界处采用平滑过渡机制，如式(9)所示：

W= 1
1+e−k (S−T )                               (9)

其中，k控制过渡陡峭程度，T表示过渡阈值。最终增强后的图像I e表示为：

I e=W I AEM+(1−W ) I o                         (10)

其中，I o为原始图像。

本文选取 LASCO C2观测图像中具有代表性的 CME 事件进行实验分析。实验数据包

括 2022 年 9月 26 日（结构特征明显的 CME）和 2016 年 7月 23 日（结构特征微弱的

CME）的原始观测图像和现实场景图像。实验中，网络的输入图像大小统一预处理为

256×256，图 2 展示了增强前后的对比效果，增强后的结果以热力图表示以清晰展示增强

差异。从结果来看，对于结构特征明显的 CME 事件（图 2(a)-(b)、(e)-(f)），AEM 有效突

出 CME 结构及边界，改善了原始图像中边缘亮度饱和和内部模糊问题，同时抑制了设备

拍摄引起的噪声干扰，提高了特征辨识度。对于结构较弱的 CME 事件（图 2(c)-(d)、(g)-

(h)），采用复合增强策略显著提升了低显著性区域的对比度，增强了暗弱等离子体团的可

见性，使磁力线拓扑结构更清晰。实验表明，所提方法在保护强结构完整性的同时，能有

效挖掘微弱特征。

(a) 2022 年 9月 26 日

CME 图像增强前

(a) CME image before

(b) 2022 年 9月 26 日

CME 图像增强后

(b) CME image after

(c) 2016 年 7月 23 日

CME 图像增强前

(c) CME image before

(d) 2016 年 7月 23 日

CME 图像增强后

(d) CME image after
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enhancement on

September 26, 2022

enhancement on

September 26, 2022

enhancement on

 July 23, 2016

enhancement on

 July 23, 2016

(e) 2022 年 9月 26 日

现实场景图像增强前

(e) Real-world scene

image before enhancement

on September 26, 2022

(f) 2022 年 9月 26 日

现实场景图像增强后

(f) Real-world scene

image after enhancement

on September 26, 2022

(g) 2016 年 7月 23 日

现实场景图像增强前

(g) Real-world scene

image before enhancement

on July 23, 2016

(h) 2016 年 7月 23 日

现实场景图像增强后

(h) Real-world scene

image after enhancement

on July 23, 2016

图 2  CME 图像自适应增强预处理结果

Fig. 2  The adaptive enhancement preprocessing results of CME images

2 基于双域注意力增强融合网络的 CME 图像匹配优化算法

2.1 双域注意力增强融合网络

为有效融合局部细节与全局语义信息，提升 CME 图像的表征能力，本文提出了 DDFN

模型。首先，输入的 CME 图像经过 AEM 预处理，以突出显著特征。随后，DDFN 结合了

多尺度 CNN 与 ViT 两种特征提取方法，在 CNN 提取的特征基础上，显式引入通道注意力

机 制 （ Channel  Attention  Mechanism,  CAM ） 和 空 间 注意力 机 制 （ Spatial  Attention

Mechanism, SAM），进一步增强特征表达能力。最终，将双域注意力增强的局部特征与

ViT 提取的全局特征融合，并通过多层感知机（Multilayer Perceptron, MLP）进行降维，实

现高效的特征整合（如图 3 所示）。

图 3  DDFN 网络结构

Fig. 3  The structure of Dual-Domain Attention Enhanced Fusion Network

针对 CME 图像的空间复杂性及尺度多变性，采用 5层多尺度卷积结构依次提取特征：

FCNN
(l) =ConvBlock l (FCNN(l−1) ) , l∈ {1,2,3,4,5 }                (11)

其中，ConvBlock l为卷积模块。第一层使用 11×11卷积核捕获大尺度信息，后续层使用小
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卷积核提取细节。第 5层输出经展平得到局部特征： 

FCNN=Flatten (FCNN(5 ) )∈R256×6× 6                    (12)

基于最后一层 CNN 特征图，引入通道注意力和空间注意力，进一步提升特征表达能力。

通道注意力通过全局平均池化后，利用两层全连接计算注意力权重，捕捉 CME 图像通道

的重要性程度：

W c=σ (W 2 ∙ δ (W 1 ∙GAP (FCNN(5 ) ) ))                    (13)

其中，GAP(∙)表示全局平均池化。空间注意力通过最大池化与平均池化拼接后卷积，实现

对空间位置的重要性建模：

W s=σ (Conv ([MaxPool (FCNN(5 ) ) ; AvgPool (FCNN(5 ) )] ))           (14)

其中，σ和δ分别为 Sigmoid 和 ReLU激活函数。增强后的特征表达如下：

FCNN
att =FCNN

(5) W cW s
                         (15)

为获取图像全局信息，DDFN 将 CME 图像 X输入 ViT 模型，通过多层 Transformer编

码器及线性映射，得到全局特征向量：

FViT=ViT ( X )∈ R1000                          (16)

之后，将双域注意力增强的 CNN局部特征FCNN
att 与 ViT全局特征拼接，并通过 MLP 对融合

特征进行维度压缩，得到最终的特征向量：

F fused=Concatenate [FCNNatt ; FViT ]                     (17)

Fout=W 1 ∙F fused+b1
                         (18)

其中，W 1∈R( 9216+1000 )× 512，b1∈R512
，最终输出Fout∈ R512

可作为后续网络结构的入口表

征。

2.2 模型整体架构

基于前节提出的 DDFN，本文设计了完整的 CME 图像匹配优化模型架构，以提升模型

对数据质量差异的适应能力及匹配精度。整体模型框架如图 4 所示。

该模型首先利用 DDFN分别对输入的 CME 图像进行局部多尺度特征提取和全局信息

捕获，生成具有丰富语义和空间信息的表征。随后，将提取的特征输入对比学习框架

SimCLR[39]，通过构建正负样本对，实现特征的对齐与差异性学习，增强模型对特征细微变
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化的敏感度与判别能力。最终，经过对比学习优化的特征用于指导 CME 图像匹配任务，

提高匹配的准确性和鲁棒性。

图 4  模型架构

Fig. 4  Model architecture

3 实验结果与分析

3.1 评估指标

（1）损失函数

本文以 SimCLR 为对比学习的基础框架，其核心为对比损失函数。该函数通过最大化

正样本对之间的相似性，同时最小化负样本对之间的相似性，实现学习具有判别性的特征

表示。具体地，本文采用 NT-Xent Loss（Normalized Temperature-Scaled Cross Entropy

Loss）作为对比损失函数。对于一个批次的输入图像，首先通过数据增强生成视图，并计

算它们之间的相似度得分。通过最小化 NT-Xent Loss，模型能够学习判别性特征表示，从

而提升图像匹配的准确性。对于每一对正样本对，其损失函数定义为：

LNT−Xent=−log
exp( ¿ ( z i , z j )

τ )
∑
k−1

2N

l [k ≠i ]exp( ¿ ( zi , zk )
τ )

                    (19)

其中，¿ ( z i , z j )
为余弦相似度函数；l [k ≠ i ]

为指示函数，当k ≠ i时取值为 1，否则为 0。τ为温

度参数，用于调节相似度分布。较小的温度参数会放大相似度得分的差异，使得模型更加

关注高相似度的正样本对；而较大的温度参数则会平滑相似度得分的分布，有助于模型利

用负样本信息。本文将设置为可学习参数，通过反向传播自动调整，以适应不同训练阶段

的需求。

（2）实验环境和参数

本文实验在 Windows 11操作系统上进行，采用 NVIDIA GeForce RTX 4060 GPU 加速。

训练参数配置如表 1 所示。实验中的现实场景图像采用 Xiaomi 14智能手机拍摄，曝光时间
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为 1/50~1/500s，ISO范围为 100~500。

表 1　参数配置信息

Table 1  Parameter configuration information

参数配置项 值或名称

SimCLR温度参数τ 0.1
学习率 1×10-4

权重衰减 1×10-2

训练轮次 100
优化器 AdamW

（3）性能评估指标

本文采用 Top-K 匹配准确率（Top-K Accuracy）评价模型性能，以衡量模型匹配结果

的准确性，计算公式如式(20)所示：

TopK Accuracy=
1
N∑
i=1

N

I ( y i∈ { ŷ i(1), ŷ i(2) ,…, ŷ i(K)})            (20)

其中，N 为匹配总数， y i
为第i张图像的真实目标图像， ŷ i

(k )为模型对第 i张图像预测的第 k

个最可能的目标图像，I (∙)为指示函数，满足条件时取值为 1，否则为 0。Top-1 Accuracy

表示匹配结果中预测的第 1名是否为真实目标，Top-3 Accuracy 及 Top-5 Accuracy分别表示

真实目标是否包含于前 3 或前 5名匹配结果内。

3.2 实验结果

为保障模型训练的有效性与泛化能力，CME 图像数据集按照 8：2 的比例划分为训练

集与测试集，确保样本在事件类型、图像质量、结构复杂度等方面的代表性。为评估所提

DDFN 网络的特征表征能力，本文选取多种常规模型进行对比实验。

考虑到实际应用中图像因拍摄模糊、压缩失真及光照变化等因素产生的噪声干扰，本

文设计了加入随机噪声的数据增强实验。实验具体采用噪声参数组合策略，即设置亮度、

对比度和饱和度噪声参数为 0.2，色调噪声参数为 0.1，模拟真实场景下的不确定性影响，

以测试模型对扰动信息的鲁棒性及容错能力，尤其关注特征提取与匹配阶段的稳定性。

表 2 展示了不同模型在原始数据集及加噪声数据集上的 Top-K 准确率。结果表明，

DDFN 在各项指标中均表现优异，综合性能优于其他对比模型，显示了其在特征表达、鲁

棒性及准确性方面的优势。具体而言，DDFN 在原始数据集上的 Top-1 准确率达 81.76%，

较 CNN 和 ViT 模型分别提升了 8.23 和 9.67 个百分点，且优于 CNN 与 ViT融合模型的

78.23%。Top-3 和 Top-5 准确率分别达到 95.29%和 97.65%，进一步验证了其稳定的特征提
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取能力。加入噪声后，所有模型性能均有所下降，但 DDFN 依然保持较高的准确率，Top-3

和 Top-5 准确率分别为 94.69%和 98.82%，在加噪声条件下仍表现出良好的抗干扰能力。性

能下降方面，CNN、ViT 及融合模型的 Top-1 准确率分别降低了 14.83、16.28 和 15.11 个百

分点，而 DDFN下降幅度相对较小，仅为 13.32 个百分点，显示其对噪声干扰的更强容忍

性。ViT 模型在全局注意力机制下，对噪声更敏感，导致部分性能下降，CNN 模型则表现

出较强的鲁棒性，但在准确率提升上不及 DDFN。相比单一模型及浅层线性融合方案，

DDFN 通过引入双域注意力机制并在双域特征间进行统一一维压缩融合，增强了深层语义

信息整合能力。ViT 负责全局结构建模，CNN补充局部细节，双域注意力模块强化关键特

征表达，从而推动整体性能提升。本研究结果表明，DDFN 在两种数据集上均优于对比模

型，验证了其特征融合策略的有效性与鲁棒性。

表 2  不同模型性能评估结果

Table 2  Performance evaluation results of different models in different dataset

模型 数据集 Top-1 Accuracy Top-3 Accuracy Top-5 Accuracy

CNN
原始数据集 73.53% 88.82% 91.76%

加噪声 58.70% 85.54% 92.33%

ViT
原始数据集 72.09% 93.02% 97.67%
加噪声 55.81% 76.74% 95.35%

CNN+ViT
原始数据集 78.23% 94.70% 97.06%

加噪声 63.12% 93.80% 97.34%

DDFN
原始数据集 81.76% 95.29% 97.65%

加噪声 68.44% 94.69% 98.82%
为直观展示各模型的匹配性能，本文选取具有明显抛射区域的 CME 现实场景图像，

展示 DDFN 与 CNN、ViT 及其融合模型的匹配结果（见图 5）。图 5 依次展示了原始输入

图像及 CNN、ViT、CNN+ViT 和 DDFN 在 Top-3 匹配结果上的表现。视觉对比显示，不同

模型在特征表征和空间位置对齐上存在差异。CNN（图 5(a)）虽具一定纹理表达能力，但

因局部感受野限制，抛射区域匹配存在不稳定和错配问题。ViT（图 5(b)）能够识别主体

区域，但对边缘细节匹配不足。融合模型 CNN+ViT（图 5(c)）借助 Transformer 提升了全

局感知能力，但特征融合欠完善，边缘细节仍有偏差。相比之下，DDFN（图 5(d)）在边

缘对齐、区域响应及细节复原方面更为精准。其双域注意力机制通过通道维度突出关键滤

波器，空间维度聚焦语义相关区域，有效抑制背景噪声，表现出较强的鲁棒性和泛化能力
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(a) CNN 匹配结果

(a) Results of CNN-based matching

(b) ViT 匹配结果

(b) Results of ViT-based matching

(c) CNN+ViT 匹配结果

(c) Results of matching using CNN+ViT

(d) DDFN 匹配结果

(d) Results of DDFN-based matching

图 5  不同模型现实场景图像匹配结果

Fig. 5  Matching results of different models for real-world scene image

为了进一步了解 DDFN 的局限性并为后续改进提供方向，图 6 展示了 DDFN 模型的

Top-3 匹配结果错误示例。图中可见，现实场景图像中 CME 边缘轮廓微弱，伴有星尘杂散

光，前两幅图像为同一 CME 事件中不同时刻的图像，第三幅图像为空间特征完全不一致

的其他 CME 事件图像。这可能源于空间注意力在极低对比度下难以精准定位有效边缘，

且通道注意力对弱信号的增强不足，致使特征相似度降低。错误案例的可视化分析表明，

DDFN 在此类低对比度场景下仍存在不足，特别是在区分同一事件的图像时仍存在局限性。

未来可通过数据增强和引入物理先验标签等手段，进一步提升模型鲁棒性。
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图 6  DDFN 现实场景图像误匹配结果

Fig. 6  Mismatch results of DDFN for real-world scene image

为深入评估模型在实际 AR 图像匹配任务中的表现，本文对不同模型基于 Top-3 匹配

结果的置信度进行了归一化评估，置信度越接近 1 表示模型对匹配结果把握越高。图 7 展

示了各模型的置信度分布直方图。CNN 模型置信度集中于 0.2至 0.5，呈左偏分布，整体信

心较低。ViT 模型分布较为均匀，覆盖广泛置信度区间，即 0.1至 0.9。融合模型 CNN+ViT

的置信度较为平滑且集中，主要分布在 0.2至 0.7区间，但仍存在部分低置信度样本，表明

特征融合存在信息损失。相比之下，DDFN 表现出更为紧凑且单峰的置信度分布，集中于

0.2至 0.6区间，显示出更稳定和可靠的匹配能力。结果表明 DDFN 通过双域注意力机制有

效融合 CNN 与 ViT 特征，显著提升了匹配的可靠性和鲁棒性。

(a) CNN置信度评估结果

(a) Confidence evaluation result of CNN

(b) ViT置信度评估结果

(b) Confidence evaluation result of ViT

(c) CNN+ViT置信度评估结果

(c) Confidence evaluation result of CNN+ViT

(d) DDFN置信度评估结果

(d) Confidence evaluation result of DDFN
图 7  不同模型 Top-3 准确率置信度评估结果

Fig. 7  Confidence evaluation results of Top-3 Accuracy for different models

为探究双域注意力机制的贡献，本文在保持其余网络结构和训练设置不变的前提下，

系统评估了空间域与通道域的独立及协同作用，评估结果见表 3。由表 3 可见，单独启用

SAM 时，模型在原始数据集的 Top-1 准确率为 80.59%，在加噪声数据集则下降至

64.89%，表明 SAM虽有利于捕捉局部特征，但因依赖全局信息较强，抗噪能力有限。单
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独启用 CAM 时，模型在噪声数据集上的 Top-1 准确率提升至 66.67%，表现出更佳的稳定

性，但细节特征提取仍存在不足。两者结合后，模型在两类数据集上均获得最高 Top-1 准

确率，且加噪声数据集性能相较单独使用时有所提升，充分体现了双域注意力机制的协同

效应及其对模型整体性能的促进作用。

表 3  注意力机制对模型整体性能影响的评估结果

Table 3  The evaluation results of the impact of the attention mechanism on the overall performance of the model

SAM CAM 数据集 Top-1 Accuracy Top-3 Accuracy Top-5 Accuracy

√
原始数据集 79.41% 95.88% 97.64%

加噪声 66.67% 94.98% 98.52%

√
原始数据集 80.59% 94.12% 97.05%

加噪声 64.89% 96.17% 97.94%

√ √
原始数据集 81.76% 95.29% 97.65%

加噪声 68.44% 94.69% 98.82%
为进一步验证 AEM 模块的有效性，本文基于 DDFN 设计了消融实验。实验对比了未

进行任何图像增强处理和 AEM 模块自适应增强处理的匹配准确率，实验结果如表 4 所示。

由表 4 可见，引入 AEM 模块进行图像预处理的 DDFN 算法，在 Top-1 及 Top-5 匹配精度上

均优于未采用图像预处理的算法。值得注意的是，在噪声干扰环境下，AEM使 Top-5 准确

率提升更为显著，表明该模块对低质量输入具有更强的适应性。实验结果进一步表明，

AEM 模块能够根据 CME 图像不同区域的显著性差异，自适应调整增强策略，有效增强了

图像特征的区分性与鲁棒性，提升了整体匹配性能。该结果验证了 AEM 方法在预处理阶

段的有效性和实用性。虽然 DDFN具备自主特征选择能力，但 AEM 作为预处理阶段的特

征优化器，其价值主要体现在通过显著性引导的局部增强策略，有效提升图像关键区域的

特征对比度，为后续特征提取提供了更优的输入条件。

表 4  AEM 模块对模型整体性能影响的评估结果

Table 4  The evaluation results of the impact of the AEM module on the overall performance of the model

AEM 数据集 Top-1 Accuracy Top-3 Accuracy Top-5 Accuracy

原始数据集 80.00% 94.71% 96.47%

加噪声 66.96% 94.10% 97.93%

√
原始数据集 81.76% 95.29% 97.65%
加噪声 68.44% 94.69% 98.82%

4 算法应用

在本文中，CME 图像匹配算法旨在将包含 CME 的现实场景图像与数据库中的目标图

像进行匹配，识别对应的 CME 事件。为验证DDFN 算法的有效性，本文将其集成到 AR 系

统中作为匹配模块。系统运行时，相机拍摄现实场景中的 CME 图像，匹配模块自动提取
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特征并检索数据库，找到对应的 CME 图像，随后加载该次事件的三维物理模型并叠加到

实景中展示。三维 CME 模型基于社区协调建模中心（CCMC）提供的模拟数据，通过体绘

制方法[40]生成，通过高效三维渲染技术，能够展现 CME 事件在行星际空间中的结构和演化

过程。实验以 2012 年 3月 7 日的 CME 事件为例（图 8），证明 DDFN 能够准确完成图像

匹配任务并实现虚实融合，验证了 DDFN 在复杂场景下匹配能力的鲁棒性及工程适用性。

相比传统特征提取方法，DDFN 在特征稀疏和噪声干扰条件下表现出更优的准确性与稳定

性，有效缓解了 CME 图像误匹配问题。

(a) 现实场景图像匹配结果

(a) Matching result of real-world scene image

(b) AR 系统中 CME 可视化结果

(b) CME visualization result in AR System

图 8  AR 系统显示结果

Fig. 8  Display results of the AR system

此外，DDFN还能应用于空间天气领域的 CME 相似事件推荐。通过学习当前 CME 事

件的高维特征并结合 LASCO C2 的历史观测数据，算法可在历史数据库中精准匹配具有相

似传播特性的事件，辅助预报员评估地磁暴强度和到达时间，提升预报的可靠性和决策效

率。

5 结论

本文针对 CME 图像特征稀疏及匹配难题，提出了一种基于双域注意力机制的 DDFN

图像匹配优化算法，融合 CNN 与 ViT 特征，提升了特征判别性和鲁棒性。通过设计加噪声

数据集验证算法在复杂环境下的泛化能力，实验结果表明 DDFN 在原始数据集和加噪声数

据集上的 Top-1 匹配准确率分别达到 81.76%和 68.44%，优于多种对比模型。同时，结合
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AEM 自适应增强预处理，进一步提升了匹配性能。

此外，算法已集成于 AR 系统并通过实际应用验证，显示出良好的实用性和工程潜力。

尽管如此，模型在极端噪声和复杂背景下的鲁棒性仍有提升空间，未来工作将聚焦于优化

模型结构、扩展数据集规模、探索更高效的注意力机制，并拓展算法在空间天气其他任务

中的应用。
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